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Resumo Este trabalho aplica um modelo de machine learning que emprega a regressão linear para fazer previsões. Utilizando como fon-

te de dados indicadores econômico-financeiros de liquidez e rentabilidade, o presente estudo verifica qual a eficácia do modelo em relação 

aos valores reais do lucro líquido projetado. Constatou-se a previsão do lucro líquido com precisão de 90,55%, ou seja, uma margem eficaz 

de previsibilidade por meio de dados históricos. 

Palavras-chave regressão linear, liquidez, rentabilidade, lucro líquido. 

Abstract This work applies a machine learning model that employs linear regression to make predictions. Using economic-financial in-

dicators of liquidity and profitability as a data source, this study verifies the effectiveness of the model in relation to the actual values of 

the projected net income. The forecast of net income was found to be accurate to 90.55%, that is, an effective predictability margin 

through historical data. 

Keywords linear regression, liquidity, profitability, net profit. 

 

1 Introdução  

O aprendizado de máquina consiste no 

reconhecimento de padrões ocultos em dados históricos a 

partir de técnicas estatísticas, matemáticas e ferramentas 

computacionais. A partir desses dados estrutura-se um 

modelo capaz de fazer uma previsão aproximada quando 

apresentado a dados novos nunca antes vistos. 

Existem diversos trabalhos que aplicam o 

aprendizado de máquina relacionado a finanças. Muitos 

realizam a análise de variáveis categóricas e discorrem 
sobre o risco de crédito. Estes efetuam a classificação 

das variáveis através do uso de modelos de regressão 

logística, dentre outros métodos, para a verificação da 

probabilidade de inadimplência dos clientes do setor 

bancário (SINHORIGNO, 2007; LUKOSIUNAS, 2018; 

MARRA, 2019).  

O problema de pesquisa proposto neste artigo 

procura responder a seguinte questão: qual a eficácia e 

precisão da previsibilidade do modelo em relação aos 

valores reais do lucro líquido da companhia? 

O objetivo geral deste projeto é aplicar um modelo 

de machine learning que utiliza a regressão linear para 

fazer uma previsão do lucro líquido futuro das empresas. 

Os objetivos específicos do artigo são: 

- Apresentar os principais conceitos de machine 

learning; 

-Apresentar o método de regressão linear; 

-Construir um modelo de predição de lucro com base 

em indicadores econômico-financeiros; 

2 Referencial teórico 

2.1.1 Aprendizagem de máquina 

A aprendizagem de máquina pode ser definida 
genericamente como a área multidisciplinar que se ocupa 

com o desenvolvimento, análise e aplicação de métodos 

para a detecção automática de padrões em conjuntos de 

dados. Seja qual for o tipo de dado, o objetivo final da 

aprendizagem automática de padrões é a mineração de 

informações úteis que possam orientar a tomada de 

decisões sobre o problema em estudo (FINKLER, 2017). 

Géron (2017) afirma que o aprendizado de máquina é 

a ciência e a arte de programar computadores para que 

eles possam aprender com os dados. Nascimento (2020) 

utiliza o termo machine learning para descrever uma 

coleção diversificada de modelos de alta dimensão para a 
previsão estatística combinada com os chamados 

métodos de regularização para a seleção de modelos e 

mitigação do super ajuste e algoritmos eficientes para 
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pesquisar entre um grande número de possíveis 

especificações de modelo. 

Segundo Raschka e Mirjalili (2017), a divisão da 

amostra em conjunto de dados de treinamento e teste é 

realizada com o intuito de verificar se o modelo 

apresenta boa predição não apenas nos dados que foram 

utilizados no ajuste (treinamento), mas também na 

capacidade de generalização para uma nova amostra 

(teste).  

Silva, Almeida & Ramalho (2020) destacam que os 
modelos preditivos são compostos por dois principais 

objetivos: seleção e avaliação. No que se refere a 

selecionar, a performance de diferentes modelos é 

avaliada por meio de critérios de medidas de 

desempenho para que, a partir de um equilíbrio entre 

viés-variância, seja selecionado o modelo que resulta em 

uma melhor acurácia e desempenho no conjunto de 

treinamento. Já no que se refere à finalidade de avaliar, 

após a definição da melhor performance, busca-se 

estimar o modelo em novas observações, na base de 

teste. 
A maioria dos problemas de aprendizagem de 

máquina podem ser categorizados com aprendizado 

supervisionado ou não supervisionado. De acordo com 

Athey (2018) o aprendizado não supervisionado envolve 

encontrar grupos de observações que são semelhantes em 

termos de suas variáveis, e, a saída de um típico modelo 

não supervisionado descrevem uma mistura de tópicos 

ou grupos aos quais uma observação possa pertencer. 

 Neste artigo é aplicado o aprendizado 

supervisionado em que para cada observação da base de 

dados do preditor Xi, i = 1, .. , n há uma resposta 

associada Yi. O principal objetivo é ajustar um modelo 
que relaciona a resposta aos preditores, com o objetivo 

de prever com precisão a resposta para eventos futuros.  

Alguns métodos clássicos do aprendizado 

supervisionado são a regressão linear para variáveis 

quantitativas e regressão logística para variáveis 

categóricas. (JAMES et al., 2017) 

 

2.1.2 Regressão linear 

A análise de regressão avalia a amplitude da 

alteração em uma variável explicada, decorrente de 

alterações em outra variável explicativa, com base em 
um modelo. O modelo de regressão serve para prever 

comportamentos cuja base é a associação entre duas 

variáveis que geralmente possuem uma boa correlação. 

A análise de regressão linear estuda a relação entre a 

variável dependente e uma ou várias variáveis 

independentes. Esta relação representa-se por meio de 

um modelo matemático, ou seja, por uma equação que 

associa a variável dependente com as variáveis 

independentes (FINKLER, 2017). 

Quanto aos tipos de regressão linear existem duas 

categorias: a regressão linear simples e a regressão linear 

múltipla. O modelo de regressão linear simples define-se 
como a relação linear entre a variável dependente e uma 

variável independente. Enquanto que na regressão linear 

múltipla assume-se que exista uma relação linear entre 

uma variável dependente e várias variáveis 

independentes (RODRIGUES; NUNES, 2012). 

Utiliza-se neste trabalho a abordagem da regressão 

linear múltipla que tem como variáveis independentes 

(explicativas) os indicadores econômicos financeiros de 

rentabilidade e liquidez e como variável dependente a ser 

prevista tem-se o lucro líquido futuro. 

 

2.1.3 Especificação do modelo 

O modelo escolhido para realização deste artigo 
baseia-se no estudo de Costa, Macedo, Câmara e Batista 

(2013) que buscaram compreender como a gestão do 

capital de giro influencia a rentabilidade das empresas, 

considerando o setor em que estão inseridas. O estudo 

desses autores contribui para o avanço do tema no Brasil, 

podendo servir como base para pesquisas futuras que 

considerarem outras variáveis moderadoras.   

Diferente do sugerido por Costa et al. (2013) neste 

trabalho são utilizados alguns indicadores distintos e 

com a finalidade pertinentes ao objetivo deste artigo que 

é a maximização da previsibilidade do lucro líquido 
futuro (LL’). Descreve-se matematicamente o modelo de 

regressão linear proposto: 

LL’ = ∝ + β1(LC) + β2(LO) + β3(LS) + β4(LI) + 

β5(LG) + β6(ROE) + β7(ROA) + Ɛ  

Onde: LL’ = Representa o Lucro líquido que o 

modelo tentará prever; ∝: É uma constante, que 

representa a interceptação da reta com o eixo vertical; β: 

Representa a inclinação (coeficiente angular) em relação 

à variável explicativa; LC: Índice de Liquidez Corrente; 

LO: Índice de Liquidez Operacional; LS: Índice de 
Liquidez Seca; LI: Índice de Liquidez Imediata; LG: 

Índice de liquidez geral; ROE: Retorno sobre o capital 

próprio; ROA: Retorno sobre ativos; Ɛ: Representa todos 

os fatores residuais mais os possíveis erros de medição. 

 

2.3.1 Correlação entre as variáveis 

Uma correlação é uma relação entre duas variáveis. 

Os dados podem ser representados por pares ordenados 

(x, y), onde x é a variável independente e y é a variável 

dependente. O coeficiente de correlação linear (r) entre 

duas variáveis é calculado como: 

Equação 1 - Correlação entre duas variáveis 

𝑟 =  
𝑛. ∑ 𝑋. 𝑌 −  ∑ 𝑋 . ∑ 𝑌

√[𝑛. ∑ 𝑋2 −  (∑ 𝑋2)]. [𝑛. ∑ 𝑌2 −  (∑ 𝑌)2]
 

Através da análise do valor do coeficiente de 

correlação linear (r) entre duas variáveis é possível 

classificá-las como:  ausente de correlação quando r = 0; 

fraca correlação quando | r | < 0.5 ; forte correlação | r | > 

0.5 e perfeita correlação quando | r | = 1 (SOUZA, 2020). 

Em um primeiro momento é realizada uma análise 

exploratória através da visualização de gráficos para uma 
melhor compreensão dos dados obtidos. Os resultados 

obtidos são úteis na análise e seleção das variáveis a 

serem incluídas no modelo de regressão. 

 

https://oestatistico.com.br/esta-tudo-nos-numeros/
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2.4 Métricas de avaliação 

A análise exploratória de dados emprega grande 

variedade de técnicas gráficas e quantitativas, visando 

maximizar a obtenção de informações ocultas na sua 

estrutura, descobrir variáveis importantes em suas 

tendências, detectar comportamentos anômalos do 

fenômeno, testar se são válidas as hipóteses assumidas, 

escolher modelos e determinar o número ótimo de 

variáveis. (JAMES et al., 2017).  

Nos modelos de regressão linear uma métrica de 
avaliação é a diferença entre os valores reais observados 

e os valores de resposta que o modelo previu. Essa 

diferença é chamada de resíduo e considera-se como 

pressuposto do modelo que os resíduos sejam 

independentes e que tenham distribuição normal. 

Uma forma padrão de medir o desempenho de um 

modelo ou estimador na previsão de dados quantitativos 

é através da raiz do erro quadrático médio1 (RMSE). 

Conforme demonstrado por Géron (2017) na equação 2 o 

RMSE é a raiz quadrada da média das diferenças 

quadradas entre a previsão e a observação real. 

Equação 2 - Root Mean Square Error (RMSE) 

𝑅𝑀𝑆𝐸 =  √
∑ (𝑌𝑖 − 𝑌̂)2𝑛

𝑖=1

𝑛
 

O RMSE mede o desvio padrão dos erros que o 

sistema comete em suas previsões. O desvio padrão, 

geralmente denotado por σ (a letra grega sigma), é a raiz 

quadrada da variância, que é a média do desvio quadrado 

da média. O propósito primário é minimizar o erro 

quadrático médio das previsões (RMSE) e atingir um 

coeficiente de determinação satisfatório 

(NASCIMENTO, 2020). 
O erro médio absoluto é uma medida de erros entre 

observações pareadas que expressam o mesmo 

fenômeno.  Essa métrica consiste em calcular o residual 

de cada ponto, cujos valores residuais negativos e 

positivos não se anulam. Após esse agrupamento, 

calcula-se então a média desses ‘residuais’ (SSE). Essa é 

a variação inexplicada dos valores observados em 

relação aos valores estimados (GÉRON, 2017). 

Em contrapartida, a variação explicada dos valores 

observados em relação aos valores estimados é a soma 

de quadrados devido aos resíduos (SSR). Vieira (2004) 
afirma que ambas métricas são necessárias para o cálculo 

da soma dos quadrados totais (SST) conforme observado 

na equação 3. 

Equação 3 - Soma dos Quadrados totais  

      SST      =       SSE        +     SSR  

∑(𝑌𝑖 − 𝑌̅)2

𝑛

𝑖=1

=  ∑(𝑌𝑖 −  𝑌𝑖̂)2

𝑛

𝑖=1

+  ∑(𝑌𝑖̂ −  𝑌̅)2

𝑛

𝑖=1

 

A soma dos quadrados totais (SST) e a soma do 

quadrado dos resíduos são determinantes para o cálculo 

do coeficiente de determinação (R2). 

                                                        
1 Sigla do inglês Root Mean Square Error (RMSE) 

O quociente entre SSR e SST revela uma medida de 

proporção da variação total que é explicada pelo modelo 

de regressão. A esta medida dá-se o nome de coeficiente 

de determinação (R2), onde 0 ≤ R2 ≤ 1 e quanto mais 

próximo de 1 significa que grande parte da variação de Y 

é explicada linearmente pelas variáveis independentes.  

Equação 4 - Coeficiente de determinação  

𝑅2 = 1 −  
𝑆𝑆𝑅

𝑆𝑆𝑇
 

Este coeficiente pode ser utilizado como uma medida 

da qualidade do ajustamento, ou como medida da 

confiança depositada na equação de regressão como 

instrumento de previsão. 

 Um valor grande de R2 não indica necessariamente 

que seja um bom modelo. A adição de uma variável ao 

modelo sempre aumenta o 𝑅2, sem importar se a variável 

é ou não estatisticamente significativa. Portanto, são 
necessárias análises conjuntas de outras informações 

para determinar a competência do modelo. Outro critério 

similar ao 𝑅2 é o coeficiente de determinação ajustado 

(𝑅̅2) que leva em conta o número de variáveis do 

modelo: 

Equação 5 - Coeficiente de determinação ajustado  

𝑅̅2  =  1 −  (1 −  𝑅2) 
𝑛 −  1

𝑛 − 𝑝 −  1
 

Onde: n = número de observações; p = número de 

variáveis independentes   (VIEIRA, 2004). 

Rodrigues e Nunes (2012) confirmam que é 

preferível utilizar o coeficiente de determinação ajustado 

para saber se o modelo de regressão providencia um bom 

ajustamento aos dados, pois, é uma medida ajustada do 

coeficiente de determinação que é “penalizada” quando 

são adicionadas variáveis pouco explicativas.  

 

2.2.1 Indicadores 

Após o processo de registro e mensuração dos 

eventos econômicos que alteram o patrimônio de uma 

empresa é por meio da análise das demonstrações 

financeiras que se faz a adequada avaliação da sua 

situação econômico-financeira. 

Para tanto é necessário primeiro realizar ajustes do 

balanço patrimonial, ou seja, é preciso realizar uma 

reclassificação, distinguindo as contas do Ativo e do 

Passivo (AIKAWA; MARONI NETO, 2020). Esta 

atividade é chamada de padronização e tem como 

motivo: a simplificação, comparabilidade, adequação aos 
objetivos da análise, precisão nas classificações de 

contas e a descoberta de erros (MATARAZZO, 2010). 

Para este trabalho utiliza-se como fonte de dados os 

indicadores econômico-financeiros de liquidez e 

rentabilidade. 

Os indicadores de liquidez visam medir a capacidade 

de pagamento de uma empresa, ou seja, sua habilidade 

em cumprir corretamente as obrigações assumidas 

(SOARES; OLIVEIRA, 2019). Os principais índices 

para avaliar a situação econômica da empresa estão 

divididos em índice de liquidez geral, índice de liquidez 
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corrente, índice de liquidez seca e índice de liquidez 

imediata (FERRAZ; SOUSA; NOVAES, 2017). 

A rentabilidade é medida pela relação entre o lucro e 

o investimento realizado na empresa (SOUSA et al., 

2017). O principal objetivo de qualquer empresa é 

maximizar a riqueza dos proprietários por meio da alta 

rentabilidade. Mas, manter a liquidez da empresa 

também é um objetivo importante. O problema é que 

aumentar os lucros à custa de liquidez pode trazer 

problemas para a empresa (COSTA et al., 2013). Os 
índicadores utilizados neste artigo, a sua aplicabilidade e 

a fundamentação matemática são baseados nos estudos 

realizados por Ferraz et al. (2017). 

3 Metodologia 

3.1 Delineamento da Pesquisa  

Quanto à natureza, a pesquisa pode constituir-se em 

um trabalho científico original ou em uma pesquisa 

aplicada (ANDRADE, 2010). Para Prodanov e Freitas 
(2013),  a pesquisa aplicada tem como finalidade gerar 

conhecimento, abrangendo verdades e interesses locais 

para solucionar problemas específicos, para realizar uma 

aplicação prática. A natureza desta pesquisa configura-se 

como aplicada pois busca gerar conhecimento para a 

aplicação prática e dirigida à solução de problemas que 

contenham objetivos anteriormente definidos. 

A observação envolve o registro de padrões de 

comportamentos, bem como dados sobre objetos e 

eventos de forma sistemática, para obter informações 

sobre o fenômeno de interesse (MALHOTRA, 2019). 
Quanto ao procedimento utilizado para obtenção dos 

dados deste trabalho foi realizado o método de 

observação dos demonstrativos econômicos financeiros 

da empresa WEG. 

 A pesquisa descritiva é um tipo de pesquisa 

conclusiva que tem como objetivo a descrição de 

características ou funções de mercado (MALHOTRA, 

2019). Os fatos são observados, registrados, analisados, 

classificados e interpretados, sendo que uma de suas 

características é a técnica padronizada da coleta de dados 

(ANDRADE, 2010). Este estudo caracteriza-se com 
pesquisa descritiva, pois, foram realizadas observações e 

padronização financeira dos relatórios contábeis 

trimestrais da empresa WEG desde o ano de 2009 até o 

ano de 2020. 

Quanto à abordagem, a pesquisa se classifica como 

exploratória, pois conforme Prodanov e Freitas (2013), 

este tipo de pesquisa tem por objetivo proporcionar 

maiores informações sobre o assunto que será analisado. 

Embora o objeto de análise deste trabalho seja a empresa 

WEG os procedimentos metodológicos aplicados são 

extensíveis a qualquer empresa de setor e porte diverso, 

desde que haja dados contábeis disponíveis.  
 

3.2 Procedimentos metodológicos 

A partir dos balanços padronizados realiza-se a 

construção dos indicadores de liquidez e dos indicadores 

de rentabilidade com o auxílio de planilha eletrônica. O 

número de indicadores calculados referente aos períodos 

trimestrais é de 360 no total.   

Emprega-se o software livre RStudio assim como da 

linguagem de programação Python através do ambiente 

Júpiter notebook  e recursos da biblioteca scikit Learning 

e outras bibliotecas de manipulação e visualização dos 

dados (Pandas, Numpy, Seaborn e Matplotlib) para a 

construção do data frame e implementação das 

instruções necessárias para o aprendizado. Como 
variável target, ou seja, a variável que se deseja efetuar a 

previsão, é utilizada a coluna do lucros líquidos  

trimestrais e como dados de entrada os indicadores de 

liquidez e de rentabilidade. 

Os dados obtidos são divididos entre dados de treino 

e dados de teste, sendo que 70% dos dados são utilizados 

como dados de treino e 30% para dados de teste do 

modelo. Após o treinamento  com os dados de treino é 

efetuado o fit do modelo, que consiste em apresentar os 

30% dos dados que o algoritmo não conhece e verificar a 

acurácia e precisão do modelo com base nesses dados de 
teste, sendo possível quantificar a previsão efetuada pelo 

modelo (JAMES et al., 2017). 

A precisão do modelo deste artigo tem como base o 

coeficiente de determinação ajustado que penaliza a 

inclusão de regressores pouco explicativos. Na hipótese 

de se verificar um valor do coeficiente de determinação 

ajustado superior a 70% é considerado que o modelo será 

capaz de realizar previsões do lucro líquido futuro ao se 

deparar com novos conjuntos de dados. Para essa 

finalidade é realizada a troca de variáveis preditoras e 

inclusão de outros indicadores mais relevantes.  

4  Resultados 

4.1 O modelo estimado 

São apresentados os resultados da regressão do 

modelo em função das variáveis explicativas, estimativas 

dos parâmetros, análise de variância e análise de 

resíduos. Através da análise dos resultados obtidos é 

apresentada a formulação matemática do modelo de 

regressão obtido:  

Equação 5 - Cálculo do Modelo de regressão linear 

LL’ = -5,32 x 106 + 3,48 x 105(LC) - 1,08 x 105(LO) - 

5,23 x 105(LS) + 1,63 x 105(LI) + 4,32 x 106(LG) + 2,15 

x 105(ROE) - 3,25 x 107(ROA).2 

Fonte: Elaborado pelo autor 

Quanto ao coeficiente de correlação (r) entre duas 

variáveis ele flutua entre -1 e 1. Quando r < 0 a relação 

entre as variáveis é inversa, por outro lado um r > 0 
descreve uma relação direta entre os indicadores sendo o 

resultado mais comum, porém com magnitudes 

diferentes. A correlação perfeita ocorre quando r = -1 ou 

1, apresentando uma condição em que os indicadores são 

                                                        
2 Valores dos estimadores na íntegra:  ∝ = -5.319.424, β1 

= 347.678, β2 = - 108.609, β3 = -522.747, β4 = 162.751, 

β5 = 4319.923, β6 = 215.313, β7 = - 32.531.472. 
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iguais. A partir da matriz mostrada no gráfico 1, é 

possível observar que os indicadores que possuem maior 

correlação dispõem valores próximos a |1|, e as menos 

correlacionadas apresentam valores  menores que |0.5|. 

 

4.2 Correlação entre os indicadores 

Conforme observado no gráfico 1, digna de ênfase é 

a constatação da alta correlação entre as seguintes 

variáveis: Liquidez seca e liquidez corrente (0,97), da 

liquidez geral com o lucro líquido (0,91) e do ROA com 
a liquidez geral (0,91). Evidenciando o caráter das 

grandezas serem diretamente proporcionais e a 

relevância desses indicadores para a precisão do modelo.  

 
Gráfico 1: Correlação entre as variáveis 

Fonte - Elaborada pelo autor 

De acordo com o gráfico 2 e conforme constatado 

pela análise dos dados obtidos é verificado que a maior 

concentração dos indicadores de liquidez seca (ILS) 

encontram-se na faixa de 1.5 a 2 e de liquidez corrente 
(ILC) de 2 a 2.5 mostrando que a empresa opera com o 

uso de recursos de rápida conversibilidade para 

pagamento de dívidas de curto prazo.  

 
Gráfico 2 - Liquidez seca x Liquidez corrente 

Fonte: Elaborado pelo autor 

O índice de liquidez geral (ILG) evidencia a liquidez 

ampla e revela a existência de margem de segurança da 

empresa em honrar com suas obrigações. Os valores 

positivos e maiores que 1 revelam que os recursos do 

patrimônio líquido financiam os ativos circulantes. 

 Percebe-se que a situação econômico-financeira da 

empresa é sólida pois apresenta os  valores de liquidez 

geral entre 1.2 e 1.4 (Gráfico 3).  

Também é possível verificar em sua maioria o 

comportamento diretamente proporcional entre a liquidez 

geral e o lucro líquido. 

 

  
Gráfico 3: Liquidez geral x Lucro líquido 

Fonte: Elaborado pelo autor 

O retorno sobre ativos (ROA) mostra o quão rentável 

são os ativos de uma empresa em relação a geração de 

receita. No período observado a maior concentração de 

valores foi próximo a 0.09 e a liquidez geral manteve-se 

na faixa positiva e menor que 1.4 de acordo com o 
observado no gráfico 4. 

 
Gráfico 4: Liquidez geral x ROA 

Fonte: Elaborado pelo autor 

4.3 Validação do modelo 

De acordo com o valor calculado pelo modelo, o erro 

médio absoluto (SSE) foi de 111.309,20 e o resultado 

obtido pelo cálculo da raiz quadrada da média das 

diferenças quadradas (RMSE) foi de 136.934,46 que 

significa a diferença entre a previsão e a observação real. 

Quanto mais próximo de zero, maior a qualidade dos 
valores medidos ou estimados. Todas as estimativas 

compartilharam o objetivo básico de minimizar o erro 

quadrático médio das previsões (RMSE) e obter um 

coeficiente de determinação apropriado. 
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O coeficiente de determinação (𝑅2) expressa a 

quantidade da variância dos dados que é explicada pelo 

modelo linear. Dessa maneira é possível afirmar que o 

modelo explica 92.05% da variabilidade dos dados antes 

do ajuste e 90,55% considerando o coeficiente de 

determinação ajustado (𝑅̅2). O normal é que o 

experimentador selecione o modelo de regressão que 

tenha o valor máximo de 𝑅̅2. Indicando que o modelo 

proposto ultrapassa a hipótese inicial de alcançar um 
valor superior a 70% do coeficiente de determinação 

ajustado (𝑅̅2). Evidenciando a capacidade do modelo de 

realizar previsões com uma precisão adequada. Contudo, 

a maneira mais eficaz de testar a capacidade do modelo é 

comparar os resultados previstos com os realizados 

efetivamente. 

 

4.4 Resultado previstos x realizados 

A qualidade do ajuste é verificada com a comparação 

entre os valores observados na amostra e os valores 
obtidos a partir da aplicação do modelo; quanto mais 

próximos forem esses valores, maior será a qualidade da 

equação construída. 

A maior aproximação constatada teve uma lacuna de 

75.543 3 entre o rendimento real da WEG no trimestre e 

o que havia sido previsto pelo modelo baseado nos 

indicadores de liquidez e rentabilidade anteriores. 

No gráfico 5 observa-se através da visualização dos 

valores reais do lucro líquido do período e dos valores 

previstos pelo modelo um comportamento linear que é 

esperado em um modelo de regressão linear eficaz. 

Gráfico 5: Valores previstos x valores reais 

Fonte: Elaborado pelo autor 

 

5 Considerações finais 

O problema de pesquisa do presente estudo é 

verificar qual a eficácia e precisão da previsibilidade do 

modelo em relação aos valores reais do lucro líquido. Por 

intermédio da aplicação de um modelo de machine 

learning que utiliza a regressão linear, constatou-se a 

previsão do lucro líquido com precisão de 90,55%, ou 

seja, uma margem de erro eficaz de previsibilidade por 

                                                        
3 (Em milhares de reais) 

meio de dados históricos. Assim, constata-se que o 

modelo é eficaz e preciso.  

Os objetivos específicos do artigo são atendidos por 

meio do levantamento de pesquisas relacionadas a 

machine learning aplicada a finanças. Como ferramenta 

para alcançar o objetivo prático de construção e 

avaliação do modelo, são utilizados recursos da 

linguagem Python e R.   

Mediante a análise exploratória dos indicadores de 

liquidez e de rentabilidade da empresa estudada, verifica-
se a correlação entre as variáveis independentes e sua 

relevância para o modelo. Essas mesmas regras podem 

ser utilizadas para outros conjuntos de dados de outras 

empresas ou para qualquer problema que envolva 

previsões com variáveis contínuas. 

A precisão do modelo e as métricas de avaliação 

devem ser definidas pelo problema de negócio em que 

estiver sendo trabalhado. Para medir a adequação do 

modelo, podem ser empregadas diversas técnicas.  

Neste artigo são realizadas a verificação da 

correlação entre as variáveis, a visualização dos 
indicadores mais relevantes, averiguação do 

comportamento linear entre os valores reais e dos 

previstos pelo modelo, e ainda a constatação de que os 

métodos dos mínimos quadrados e o coeficiente de 

determinação ajustado mostram-se satisfatórios. O que 

evidencia que o modelo é capaz de realizar previsões 

para novos conjuntos de dados.   

Os dados podem sofrer diversas transformações antes 

de serem expostos ao algoritmo e pode haver a 

necessidade de obter mais dados ou utilizar outros 

algoritmos para a previsibilidade desejada, pois a 

regressão linear é um entre muitos algoritmos capazes de 
realizar essa tarefa. Por isso, todas as decisões do 

processo de escolha das variáveis, da análise exploratória 

e escolha do algoritmo devem ser guiadas pelo objeto 

investigado. 

Outras ferramentas podem ser utilizadas para 

elaboração de um modelo de machine learning que seja 

aplicado a finanças. Como recomendações para futuras 

pesquisas, o modelo pode ser desenvolvido com a 

utilização da técnica de Redes Neurais Artificiais para a 

estimação dos valores projetados. As variáveis preditoras 

podem ser alteradas e indicadores mais relevantes podem 
ser incluídos. Além disso, o modelo proposto neste 

trabalho pode ser aplicado a outras empresas para 

comparação dos resultados. 
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